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一种融合相位估计的深度卷积神经网络

语音增强方法

袁文浩，梁春燕，夏　斌，孙文珠
（山东理工大学计算机科学与技术学院，山东淄博２５５０００）

　　摘　要：　在时频域的语音增强中，幅度估计和相位估计都是影响语音增强性能的重要因素．为了在基于深度学
习的语音增强方法中融合对相位的估计，本文将含噪语音短时傅里叶变换（ＳＴＦＴ）的实部和虚部特征作为两个通道输
入深度卷积神经网络，通过建立一个同步估计纯净语音ＳＴＦＴ的实部和虚部特征的多任务学习模型，实现了对幅度和
相位的同步估计．实验结果表明，相比仅考虑幅度估计的方法，本文方法具有更好的噪声抑制能力，在低信噪比条件
下，显著提高了语音增强性能．

关键词：　语音增强；相位估计；幅度估计；深度卷积神经网络
中图分类号：　ＴＮ９１２３　　　文献标识码：　Ａ　　　文章编号：　０３７２２１１２（２０１８）１０２３５９０８
电子学报ＵＲＬ：ｈｔｔｐ：／／ｗｗｗ．ｅｊｏｕｒｎａｌ．ｏｒｇ．ｃｎ　 ＤＯＩ：１０．３９６９／ｊ．ｉｓｓｎ．０３７２２１１２．２０１８．１０．００８

ＡＤｅｅｐＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋＢａｓｅｄＳｐｅｅｃｈＥｎｈａｎｃｅｍｅｎｔ
ＡｐｐｒｏａｃｈＩｎｃｏｒｐｏｒａｔｉｎｇＰｈａｓｅＥｓｔｉｍａｔｉｏｎ

ＹＵＡＮＷｅｎｈａｏ，ＬＩＡＮＧＣｈｕｎｙａｎ，ＸＩＡＢｉｎ，ＳＵＮＷｅｎｚｈｕ
（ＣｏｌｌｅｇｅｏｆＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅａｎｄＴｅｃｈｎｏｌｏｇｙ，ＳｈａｎｄｏｎｇＵｎｉｖｅｒｓｉｔｙｏｆＴｅｃｈｎｏｌｏｇｙ，Ｚｉｂｏ，Ｓｈａｎｄｏｎｇ２５５０００，Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ：　Ｉｎｔｈｅｓｐｅｅｃｈｅｎｈａｎｃｅｍｅｎｔｏｆｔｈｅｔｉｍｅｆｒｅｑｕｅｎｃｙｄｏｍａｉｎ，ｂｏｔｈｔｈｅａｍｐｌｉｔｕｄｅｅｓｔｉｍａｔｉｏｎａｎｄｔｈｅｐｈａｓｅ
ｅｓｔｉｍａｔｉｏｎａｒｅｔｈｅｉｍｐｏｒｔａｎｔｆａｃｔｏｒｓｔｈａｔａｆｆｅｃｔｓｐｅｅｃｈｅｎｈａｎｃｅｍｅｎｔｐｅｒｆｏｒｍａｎｃｅ．Ｉｎｏｒｄｅｒｔｏｉｎｃｏｒｐｏｒａｔｅｔｈｅｐｈａｓｅｅｓｔｉ
ｍａｔｉｏｎｉｎｔｏｔｈｅｓｐｅｅｃｈｅｎｈａｎｃｅｍｅｎｔａｐｐｒｏａｃｈｅｓｂａｓｅｄｏｎｄｅｅｐｌｅａｒｎｉｎｇ，ｔｈｅｒｅａｌａｎｄｉｍａｇｉｎａｒｙｐａｒｔｏｆｔｈｅｓｈｏｒｔｔｉｍｅ
Ｆｏｕｒｉｅｒｔｒａｎｓｆｏｒｍ（ＳＴＦＴ）ｏｆｎｏｉｓｙｓｐｅｅｃｈａｒｅｔｒｅａｔｅｄａｓｔｗｏｃｈａｎｎｅｌｓａｎｄｆｅｄｉｎｔｏｔｈｅｄｅｅｐｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔ
ｗｏｒｋ（ＤＣＮＮ）ｉｎｔｈｉｓｐａｐｅｒ．Ｂｙｅｓｔａｂｌｉｓｈｉｎｇａｍｕｌｔｉｔａｓｋｌｅａｒｎｉｎｇｍｏｄｅｌｗｈｉｃｈｓｉｍｕｌｔａｎｅｏｕｓｌｙｅｓｔｉｍａｔｅｓｔｈｅｒｅａｌａｎｄｉ
ｍａｇｉｎａｒｙｐａｒｔｏｆｔｈｅＳＴＦＴｏｆｃｌｅａｎｓｐｅｅｃｈ，ｔｈｅｓｙｎｃｈｒｏｎｏｕｓｅｓｔｉｍａｔｉｏｎｏｆｔｈｅａｍｐｌｉｔｕｄｅａｎｄｐｈａｓｅｉｓａｃｈｉｅｖｅｄ．Ｅｘｐｅｒｉ
ｍｅｎｔａｌｒｅｓｕｌｔｓｓｈｏｗｔｈａｔｃｏｍｐａｒｅｄｗｉｔｈｔｈｅａｐｐｒｏａｃｈｅｓｏｎｌｙｃｏｎｓｉｄｅｒｉｎｇｔｈｅａｍｐｌｉｔｕｄｅｅｓｔｉｍａｔｉｏｎ，ｔｈｅｐｒｏｐｏｓｅｄａｐ
ｐｒｏａｃｈｈａｓｂｅｔｔｅｒｎｏｉｓｅｓｕｐｐｒｅｓｓｉｏｎａｂｉｌｉｔｙ，ａｎｄｉｍｐｒｏｖｅｓｓｐｅｅｃｈｅｎｈａｎｃｅｍｅｎｔｐｅｒｆｏｒｍａｎｃｅｓｉｇｎｉｆｉｃａｎｔｌｙｕｎｄｅｒｔｈｅｃｏｎ
ｄｉｔｉｏｎｏｆｌｏｗＳＮＲ．

Ｋｅｙｗｏｒｄｓ：　ｓｐｅｅｃｈｅｎｈａｎｃｅｍｅｎｔ；ｐｈａｓｅｅｓｔｉｍａｔｉｏｎ；ａｍｐｌｉｔｕｄｅｅｓｔｉｍａｔｉｏｎ；ｄｅｅｐｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ

１　引言
　　近年来，深度学习成为机器学习领域的研究热点，
深度神经网络（ＤｅｅｐＮｅｕｒａｌＮｅｔｗｏｒｋ，ＤＮＮ）被广泛应用
于语音识别、图像分类等领域中，取得了突破性进展．受
ＤＮＮ在语音识别领域的成功案例启发，研究人员开始
将ＤＮＮ应用于语音增强中［１］．基于深度神经网络的语
音增强方法解决了传统基于统计的语音增强方法无法

处理高度非平稳噪声的问题［２，３］，其本质是通过对大量

纯净语音和含噪语音样本数据的学习构造含噪语音训

练特征和能够表示纯净语音的训练目标之间的一个复

杂非线性函数．其中，训练目标的设计是影响方法语音
增强性能的关键因素，依据训练目标的不同，现有的方

法可以分为两大类．
（ａ）基于掩蔽的方法
此类方法针对含噪语音的每个时频单元设计训练

目标．文献［４］使用由时频单元的语音幅度和噪声幅度
计算得到的ＩＢＭ（ＩｄｅａｌＢｉｎａｒｙＭａｓｋ）作为训练目标，并
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通过训练一个二值分类 ＤＮＮ来估计 ＩＢＭ，从而得到对
含噪语音各时频单元是语音主导还是噪声主导的一个

判断．文献［５］采用由时频单元的语音能量和噪声能量
计算得到的ＩＲＭ（ＩｄｅａｌＲａｔｉｏＭａｓｋ）代替 ＩＢＭ作为训练
目标，并通过实验证明了 ＩＲＭ相比 ＩＢＭ更加适合 ＤＮＮ
的训练，而且基于 ＤＮＮ的语音增强方法相比其他方法
明显提高了增强语音的质量和可懂度．

（ｂ）基于映射的方法
此类方法直接针对纯净语音设计训练目标．徐勇

等人将纯净语音的对数功率谱作为训练目标，通过训

练 ＤＮＮ构造一个含噪语音对数功率谱（Ｌｏｇａｒｉｔｈｍｉｃ
ＰｏｗｅｒＳｐｅｃｔｒａ，ＬＰＳ）与纯净语音对数功率谱之间的映
射函数［６］；并在文献［７］中采用ＧｌｏｂａｌＶａｒｉａｎｃｅＥｑｕａｌｉ
ｚａｔｉｏｎ、Ｄｒｏｐｏｕｔ和 Ｎｏｉｓｅａｗａｒｅ三种策略来改进 ＤＮＮ的
训练，进一步提高了模型的语音增强性能．韩伟等人
将听觉掩蔽效应融合到目标语音的幅度谱估计中，通

过训练 ＰＭＤＮＮ（ＰｅｒｃｅｐｔｕａｌＭａｓｋｉｎｇＤｅｅｐＮｅｕｒａｌＮｅｔ
ｗｏｒｋ）对感知增益函数和含噪语音幅度谱进行联合优
化，取得了优于常见 ＤＮＮ语音增强方法的增强
效果［８］．

上述两种方法，无论是基于掩蔽还是基于映射的

方法，最终得到的都是对纯净语音的频域幅度的估计，

缺少对相位信息的估计，因此对于时域增强语音的重

构需要结合含噪语音的频域相位来完成．Ｐａｌｉｗａｌ等人
的近期研究指出：如果能够得到相位谱的准确估计，将

会显著提高增强语音的质量［９］．受此启发，Ｗｉｌｌｉａｍｓｏｎ
等人提出了一种复数域的ＲａｔｉｏＭａｓｋ———ＣｏｍｐｌｅｘＲａｔｉｏ
Ｍａｓｋ，通过使用 ＤＮＮ从含噪语音的组合特征中估计
ＣＲＭ，达到同时增强幅度谱和相位谱的目的［１０］．文献
［１１］设计了一种相位敏感的训练目标，并采用 ＬＳＴＭ
（ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ）结构的 ＲＮＮ（ＲｅｃｕｒｒｅｎｔＮｅｕ
ｒａｌＮｅｔｗｏｒｋ）来建立语音增强模型，实验结果表明训练
目标中相位信息的加入提高了模型的语音增强性能．
为了研究相位估计对基于掩蔽的方法的语音分离性能

的影响，文献［１２］提出了一种基于基音估计的相位估
计方法，并将估计得到的相位与由掩蔽方法估计得到

的幅度相结合，实验结果表明不管训练目标采用 ＩＢＭ
还是ＩＲＭ，与相位估计的结合都能有效提高增强语音的
质量和可懂度．

为了在基于深度神经网络的语音增强方法中更好

的实现幅度和相位的同时估计，从而进一步提高语音

增强性能，本文提出了一种融合相位估计的深度卷积

神经网络（ＤＣＮＮ）语音增强方法．与已有方法不同，本
文直接针对含噪语音和纯净语音 ＳＴＦＴ的实部和虚部
设计训练特征和训练目标，通过将含噪语音的实部特

征和虚部特征作为两个通道输入深度卷积神经网络进

行训练，建立一个能够同步估计纯净语音 ＳＴＦＴ的实部
和虚部的多任务模型，从而同时得到纯净语音 ＳＴＦＴ的
幅度和相位的估计．本文的主要内容包括：首先分析了
ＤＣＮＮ相比ＤＮＮ在语音增强任务中的优势，并设计了
适合网络训练的实部和虚部特征，然后给出了具体的

网络结构和训练方法，最后通过客观实验对方法的语

音增强性能进行了评价．

２　ＤＮＮ与ＤＣＮＮ
　　ＤＣＮＮ在图像分类等任务上的成功应用，证明了其
在二维图像信号处理上相比 ＤＮＮ具有更好的性
能［１３，１４］．本文将其用于语音增强主要基于以下两方面
的考虑．

（１）绝大多数的语音增强方法是通过将含噪语音
信号经过短时傅里叶变换转换到时频域上进行的，在

时频域的时间和频率两个维度上，语音和噪声信号都

具有很强的相关性，这种相关性是语音增强的基础．
同样，在基于深度神经网络的语音增强方法中，为了

充分考虑两个维度的相关性，一般采用相邻多帧的频

域特征构成具有时间和频率两个维度的特征矩阵作

为网络的输入，这种矩阵形式的输入在两个维度上的

局部相关性与图像中相邻像素之间的相关性非常类

似；矩阵元素之间的相对位置与矩阵元素的数值对于

特征的表达起到同等重要的作用．当网络结构为全连
接的 ＤＮＮ时，由于其输入层只有一个维度，因此要舍
弃位置结构信息将特征矩阵转换为向量作为输入；而

当网络结构为 ＤＣＮＮ时，则可以直接使用特征矩阵作
为输入，不破坏矩阵元素之间的相对位置．得益于ＤＣ
ＮＮ在二维平面上的局部连接特性，使其相比 ＤＮＮ能
够更好地表达网络输入在时间和频率两个维度的内

在联系，因而在语音增强时能够更充分地利用语音和

噪声信号的时频相关性．另外，ＤＣＮＮ通过权值共享极
大减少了神经网络需要训练的参数的个数，且具有更

好的泛化能力，对未训练噪声理论上应该有更好的处

理性能．
（２）由于相位谱缺乏明显的结构性，对相位信息

的直接估计是非常困难的，但是信号 ＳＴＦＴ的幅度和
相位信息均可以通过信号 ＳＴＦＴ的实部和虚部间接得
到，因此可以通过同步估计纯净语音 ＳＴＦＴ的实部和
虚部，达到同时估计语音 ＳＴＦＴ的幅度和相位的目的．
而为了采用深度神经网络同步估计纯净语音 ＳＴＦＴ的
实部和虚部，需要将含噪语音 ＳＴＦＴ的实部和虚部同
时作为网络的输入．在图像处理中，当网络输入为彩
色图像时，可以将图像 ＲＧＢ分量的三个矩阵作为 ＤＣ
ＮＮ的三个通道．类似的，我们可以将含噪语音 ＳＴＦＴ
的实部特征矩阵和虚部特征矩阵作为两个通道输入

０６３２
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ＤＣＮＮ，如图１所示．

３　训练特征与训练目标
　　假设ｓ和ｄ分别表示纯净语音和加性噪声，则含噪
语音

ｙ＝ｓ＋ｄ （１）
语音增强就是在已知含噪语音 ｙ的条件下计算 ｓ的估
计值 ｓ^，假设ｙ、ｓ和 ｓ^在第ｎ帧的ＳＴＦＴ形式分别为Ｙ（ｎ，
ｋ）、Ｓ（ｎ，ｋ）和 Ｓ^（ｎ，ｋ），其中 ｋ＝１，２，…，Ｋ是频带序号，
设 Ｓ（ｎ，ｋ）的 相 位 为 φ（ｎ，ｋ），则 Ｓ（ｎ，ｋ）＝
Ｓ（ｎ，ｋ）ｅｊ·φ（ｎ，ｋ），其幅度和相位可以分别用实部 Ｓｒ（ｎ，
ｋ）和虚部Ｓｉ（ｎ，ｋ）进行表示

Ｓ（ｎ，ｋ） ＝
２
Ｓｒ（ｎ，ｋ）

２＋Ｓｉ（ｎ，ｋ）槡
２ （２）

φ（ｎ，ｋ）＝ｔａｎ－１
Ｓｉ（ｎ，ｋ）
Ｓｒ（ｎ，ｋ）

（３）

因此，可以通过同时估计 Ｓ（ｎ，ｋ）的实部和虚部来估计
其幅度和相位．那么，对第 ｎ帧的信号而言，ＳＴＦＴ域上
的语音增强任务就是最小化如下的误差函数

　　　Ｅｒ＝∑
Ｋ

ｋ＝１
［（^Ｓｒ（ｎ，ｋ）－Ｓｒ（ｎ，ｋ））

２

＋（^Ｓｉ（ｎ，ｋ）－Ｓｉ（ｎ，ｋ））
２］ （４）

令Ｓｒ（ｎ）、Ｓｉ（ｎ）和 Ｓ^ｒ（ｎ）、^Ｓｉ（ｎ）分别表示纯净语音
第ｎ帧的实部与虚部向量及它们的估计值，该误差函数
可以改写为

Ｅｒ＝‖Ｓ^ｒ（ｎ）－Ｓｒ（ｎ）‖
２
２＋‖Ｓ^ｉ（ｎ）－Ｓｉ（ｎ）‖

２
２（５）

为了训练能够同步估计 Ｓ^ｒ（ｎ）和 Ｓ^ｉ（ｎ）的 ＤＣＮＮ，
采用Ｙ（ｎ，ｋ）的实部和虚部作为网络的输入，Ｓ（ｎ，ｋ）的
实部和虚部作为网络的输出．由于Ｙ（ｎ，ｋ）和 Ｓ（ｎ，ｋ）的
实部和虚部的取值区间为（－

"

，＋
"

），为了适应网络

模型的训练，并保证增强语音重构时的简单性，采用双

曲正切函数分别对实部和虚部进行压缩，得到 ＴＲ
（ＴａｎｈｃｏｍｐｒｅｓｓｅｄＲｅａｌｃｏｍｐｏｎｅｎｔ）和 ＴＩ（Ｔａｎｈｃｏｍ
ｐｒｅｓｓｅｄＩｍａｇｉｎａｒｙｃｏｍｐｏｎｅｎｔ）作为网络的输入和输出
特征

ＴＩＺ（ｎ，ｋ）＝β
１－ｅ－α·Ｚｉ（ｎ，ｋ）

１＋ｅ－α·Ｚｉ（ｎ，ｋ）
（６）

ＴＲＺ（ｎ，ｋ）＝β
１－ｅ－α·Ｚｒ（ｎ，ｋ）

１＋ｅ－α·Ｚｒ（ｎ，ｋ）
（７）

其中，α＝０５、β＝１０是通过实验得到的经验参数，Ｚ可
以为Ｙ和Ｓ分别代表网络的训练特征和训练目标．

基于以上的训练特征和训练目标，本文所提方法

的基本思想可以描述为：通过同时训练网络参数集合 λ
和θ构造两个高度复杂的非线性函数ｆλ和ｆθ，使得误差
函数最小，如式（８）所示：
　　　Ｅｒ＝‖ｆλ（Ｘ（ｎ））－ＴＲＳ（ｎ）‖

２
２

＋‖ｆθ（Ｘ（ｎ））－ＴＩＳ（ｎ）‖
２
２ （８）

从而得到目标输出

ＴＲ
∧

Ｓ（ｎ）＝ｆλ（Ｘ（ｎ）） （９）

ＴＩ
∧

Ｓ（ｎ）＝ｆθ（Ｘ（ｎ）） （１０）
其中，

　　　Ｘ（ｎ）＝［ＴＲＹ（ｎ－Ｎ），ＴＲＹ（ｎ－Ｎ＋１），…，
ＴＲＹ（ｎ），…，ＴＲＹ（ｎ＋Ｎ），
ＴＩＹ（ｎ－Ｎ），ＴＩＹ（ｎ－Ｎ＋１），…，
ＴＩＹ（ｎ），…，ＴＩＹ（ｎ＋Ｎ）］

（１１）
表示第ｎ帧的输入特征，由以第ｎ帧为中心的（２Ｎ＋１）
帧的ＴＲＹ向量和（２Ｎ＋１）帧的 ＴＩＹ向量构成，（２Ｎ＋１）
即为输入窗长．

ＤＣＮＮ采用多任务学习模式同时训练 λ和 θ，训练
过程采用小批量梯度下降法进行，使用的代价函数定

义为

Ｃ（λ，θ）＝１Ｍ∑
Ｍ

ｎ＝１
［‖ｆλ（Ｘ（ｎ））－ＴＲＳ（ｎ）‖

２
２

＋‖ｆθ（Ｘ（ｎ））－ＴＩＳ（ｎ）‖
２
２］ （１２）

其中，Ｍ为网络训练中采用的ｍｉｎｉｂａｔｃｈ的大小．
在完成网络训练后进行语音增强时，对第ｎ帧的含

噪语音 ｙｎ，首先得到训练目标的估计值ＴＲ
∧

Ｓ（ｎ）和

ＴＩ
∧

Ｓ（ｎ），然后使用该估计值计算 Ｓ^（ｎ）的实部和虚部

Ｓ^ｒ（ｎ）＝－
１
α
ｌｏｇ
β－ＴＲ

∧

Ｓ（ｎ）

β＋ＴＲ
∧

Ｓ（ｎ( )） （１３）

Ｓ^ｉ（ｎ）＝－
１
α
ｌｏｇ
β－ＴＩ

∧

Ｓ（ｎ）

β＋ＴＩ
∧

Ｓ（ｎ( )） （１４）

最后，通过对 Ｓ^（ｎ）进行短时傅里叶逆变换（Ｉｎｖｅｒｓｅ
ＳＴＦＴ，ＩＳＴＦＴ）得到增强语音的时域重构

ｓ^ｎ＝ＩＳＴＦＴ（^Ｓｒ（ｎ）＋ｊ·Ｓ^ｉ（ｎ）） （１５）

４　网络结构
　　在前期研究中，我们设计了一种包含３个卷积层和
２个全连接层的ＤＣＮＮ来进行语音增强，并通过实验证
明了该网络结构在语音增强中的有效性．在此基础上，
依据本文所采用的训练特征和训练目标，构造如图２所
示的同时估计纯净语音 ＳＴＦＴ的实部与虚部的 ＲＩＤＣ
ＮＮ．具体的网络结构设计如下．

输入层　网络的输入是分别由多帧 ＴＲＹ向量和多

１６３２
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帧ＴＩＹ向量构成的两个特征矩阵．
卷积层　本文所采用的网络共包含３个卷积层．其

中，第一层的卷积滤波器大小为７×７，其余两层的滤波
器大小为３×３，滤波器的个数分别为６４、１２８、２５６，步长
均设为１×１．

激活函数层　网络中的激活函数均使用 ＥＬＵ（Ｅｘ
ｐｏｎｅｎｔｉａｌＬｉｎｅａｒＵｎｉｔｓ）．

池化层　在卷积层和激活函数层之后是３个池化
层，均采用最大池化（ＭａｘＰｏｏｌｉｎｇ），滤波器大小３×３，
步长为２×２．

全连接层　２个全连接层（ＦＣ，ＦｕｌｌｙＣｏｎｎｅｃｔｅｄ）的
节点数量均为１０２４．

输出层　网络的最后是两个１２９个节点的全连接
层，分别对应实部和虚部的１２９维目标输出．

５　实验与结果分析

５１　实验配置
实验所用的纯净语音全部来自 ＴＩＭＩＴ语音数据

库［１５］，所用的噪声数据来自俄亥俄州立大学 Ｐｅｒｃｅｐｔｉｏｎ
ａｎｄＮｅｕｒｏｄｙｎａｍｉｃｓ实验室的１００类噪声［１６］和 Ｎｏｉｓｅｘ９２
噪声库［１７］．语音和噪声信号的采样频率均转换为
８ｋＨｚ，短时傅里叶变换的帧长为３２ｍｓ（２５６点），帧移为
１６ｍｓ（１２８点），相应的 ＴＲ和 ＴＩ特征的维度为１２９．训
练集共包含５００００段含噪语音（约４０小时），每段含噪
语音采用如下方法合成：从 ＴＩＭＩＴ语音库的 Ｔｒａｉｎｉｎｇ集
的４６２０段纯净语音中随机选取１段，并从１００类噪声
中随机选取１类，然后将该类噪声的随机截取片段按照
－１０ｄＢ、－５ｄＢ、０ｄＢ、５ｄＢ和１０ｄＢ五种全局信噪比中的
随机一种混入语音中．

测试集采用 ＴＩＭＩＴ语音库的 Ｃｏｒｅｔｅｓｔ集的１９２段
纯净语音与来自Ｎｏｉｓｅｘ９２噪声库的４类噪声合成，这４
类噪声是与训练集噪声完全不同的未知噪声，分别是

Ｆａｃｔｏｒｙ２、Ｂｕｃｃａｎｅｅｒ１、Ｄｅｓｔｒｏｙｅｒｅｎｇｉｎｅ、ＨＦｃｈａｎｎｅｌ噪声．

将１９２段语音分别按照 －７ｄＢ、０ｄＢ和７ｄＢ的全局信噪
比与４类噪声的随机截取片段进行混合，整个测试集共
包含２３０４（１９２×３×４）段含噪语音．
５２　客观性能评价

为了比较不同方法的语音增强性能，本文采用多

种客观指标对不同方法增强后的语音进行评价，包括：

采用ＰＥＳＱ（ＰｅｒｃｅｐｔｕａｌＥｖａｌｕａｔｉｏｎｏｆＳｐｅｅｃｈＱｕａｌｉｔｙ）来评
价增强语音的质量［１８］；采用 ＳＴＯＩ（ＳｈｏｒｔＴｉｍｅＯｂｊｅｃｔｉｖｅ
Ｉｎｔｅｌｌｉｇｉｂｉｌｉｔｙ）来评价增强语音的可懂度［１９］；采用分段信

噪比（ＳｅｇｍｅｎｔａｌＳＮＲ，ＳｅｇＳＮＲ）来评价增强语音的信噪
比；采用 ＳＤＲ（ＳｉｇｎａｌｔｏＤｉｓｔｏｒｔｉｏｎＲａｔｉｏ）来评价增强语
音的失真程度［２０］．其中，ＰＥＳＱ即语音质量感知评估是
ＩＴＵＴ（国际电信联盟电信标准化部）推荐的语音质量
评估指标，其得分范围为 －０５～４５，越高的得分表示
越高的语音质量；ＳＴＯＩ即短时客观可懂度，则主要衡量
语音的可懂度，其得分范围为０～１，越高的得分表示语
音具有越好的可懂度；分段信噪比同样是衡量语音质

量的重要指标，它比全局信噪比更接近实际的语音质

量，分段信噪比越大，代表主观的语音质量越好；ＳＤＲ
则能够较好地反映增强语音的失真程度，ＳＤＲ越大表
明增强语音的失真越小．

为了检验本文所提出的 ＲＩＤＣＮＮ的语音增强性
能，我们将其与采用 ＬＰＳ作为输入输出特征的基线
ＤＮＮ（ＤＮＮｂａｓｅｌｉｎｅ）和 ＬＰＳＤＣＮＮ进行比较［６］．其中，
ＤＮＮｂａｓｅｌｉｎｅ具有５个隐层，每个隐层有１０２４个节点，
激活函数为ＥＬＵ；ＬＰＳＤＣＮＮ的输入层是由多帧 ＬＰＳ向
量构成的特征矩阵，输出层是１２９维的 ＬＰＳ向量，其余
各层与ＲＩＤＣＮＮ的结构保持一致．三种网络均采用微
软的ＣｏｇｎｉｔｉｖｅＴｏｏｌｋｉｔ进行训练［２１］，输入窗长均设为１５
帧，ｍｉｎｉｂａｔｃｈ的大小均为１２８，迭代次数均为２０．为了
使训练过程稳定，网络的输入和输出均进行了 ＭＶＮ
（ＭｅａｎａｎｄＶａｒｉａｎｃｅＮｏｒｍａｌｉｚａｔｉｏｎ）处理．

使用三种方法对测试集含噪语音进行增强，并

计算增强后语音的平均 ＰＥＳＱ、ＳＴＯＩ、ＳｅｇＳＮＲ和
ＳＤＲ，表１～表４分别给出了在 ４类不同噪声和 ３种
不同信噪比下四种指标的平均值，并给出了未处理

的含噪语音的四种指标作为对比．不同噪声条件下
的最佳结果均用粗体进行了标记．可见，在四种不同
指标下，ＲＩＤＣＮＮ在大多数噪声条件下都取得了最
好的结果，特别是在低信噪比（－７ｄＢ）的 ＨＦｃｈａｎｎｅｌ
噪声下，ＤＮＮｂａｓｅｌｉｎｅ和 ＬＰＳＤＣＮＮ均出现了不同程
度的失效，而 ＲＩＤＣＮＮ仍然取得了较好的语音增强
性能，证明 ＲＩＤＣＮＮ具有更好的泛化能力．另外，
ＬＰＳＤＣＮＮ相比 ＤＮＮｂａｓｅｌｉｎｅ表现出了更好的语音
增强性能，证明了 ＤＣＮＮ相比 ＤＮＮ是更加适用于语
音增强任务的网络结构．
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表１　三种方法的平均ＰＥＳＱ得分

噪声类型
信噪比

（ｄＢ）
含噪

语音

ＤＮＮ
ｂａｓｅｌｉｎｅ

ＬＰＳ
ＤＣＮＮ

ＲＩ
ＤＣＮＮ

Ｆａｃｔｏｒｙ２

－７ １６２ ２０９ ２１９ ２１５

０ ２０８ ２６３ ２７４ ２６３

７ ２５４ ３０４ ３１５ ２９１

Ｂｕｃｃａｎｅｅｒ１

－７ １２９ １６０ １６１ １６８

０ １６３ ２１６ ２１４ ２２３

７ ２０８ ２６５ ２６４ ２６２

Ｄｅｓｔｒｏｙｅｒ
ｅｎｇｉｎｅ

－７ １４９ １０７ １８２ １９６

０ １８１ １８４ ２３８ ２３７

７ ２２１ ２５５ ２８５ ２７５

ＨＦ
ｃｈａｎｎｅｌ

－７ １３０ ０８６ １２０ １７４

０ １５７ １６０ １８１ ２２９

７ １９７ ２２２ ２４３ ２６８

表２　三种方法的平均ＳＴＯＩ得分

噪声类型
信噪比

（ｄＢ）
含噪

语音

ＤＮＮ
ｂａｓｅｌｉｎｅ

ＬＰＳ
ＤＣＮＮ

ＲＩ
ＤＣＮＮ

Ｆａｃｔｏｒｙ２

－７ ０６１ ０７０ ０７２ ０７３

０ ０７６ ０８４ ０８６ ０８５

７ ０８７ ０９１ ０９２ ０９１

Ｂｕｃｃａｎｅｅｒ１

－７ ０４８ ０５６ ０５７ ０５９

０ ０６３ ０７４ ０７５ ０７６

７ ０７９ ０８６ ０８７ ０８６

Ｄｅｓｔｒｏｙｅｒ
ｅｎｇｉｎｅ

－７ ０５３ ０４４ ０５８ ０６３

０ ０６９ ０７０ ０７９ ０８０

７ ０８４ ０８６ ０９０ ０８９

ＨＦ
ｃｈａｎｎｅｌ

－７ ０５２ ０４６ ０３４ ０６３

０ ０６９ ０７１ ０６０ ０８０

７ ０８４ ０８５ ０８４ ０８８

表３　三种方法的平均ＳｅｇＳＮＲ（ｄＢ）

噪声类型
信噪比

（ｄＢ）
含噪

语音

ＤＮＮ
ｂａｓｅｌｉｎｅ

ＬＰＳ
ＤＣＮＮ

ＲＩ
ＤＣＮＮ

Ｆａｃｔｏｒｙ２

－７ －７６９ －１３８ －０６８ －００４

０ －４４９ ０３６ １００ ０９４

７ －０２４ １７７ ２１６ １７２

Ｂｕｃｃａｎｅｅｒ１

－７ －７９２ －２１８ －１８３ －０５７

０ －４９１ －０６１ －００９ ０４６

７ －０７７ ０８７ １２９ １３４

Ｄｅｓｔｒｏｙｅｒ
ｅｎｇｉｎｅ

－７ －７９１ －１４６ －２４１ －１９９

０ －４８４ －０３３ －０３６ －００１

７ －０６７ １０２ １２０ １２７

ＨＦ
ｃｈａｎｎｅｌ

－７ －７９６ －１１９ －４３５ －００３

０ －４９１ －０５２ －１６３ １１０

７ －０８１ ０７７ ０８９ １８８

表４　三种方法的平均ＳＤＲ（ｄＢ）

噪声类型
信噪比

（ｄＢ）
含噪

语音

ＤＮＮ
ｂａｓｅｌｉｎｅ

ＬＰＳ
ＤＣＮＮ

ＲＩ
ＤＣＮＮ

Ｆａｃｔｏｒｙ２

－７ －６４２ ４７１ ４９１ ６３４

０ ０４４ ９２５ ９４６ ９６５

７ ７４０ １１７５ １１９７ １１１６

Ｂｕｃｃａｎｅｅｒ１

－７ －６３９ ２１３ ２２０ ４１５

０ ０２０ ７０１ ７１６ ８０５

７ ７１２ １０５５ １０６１ １０４８

Ｄｅｓｔｒｏｙｅｒ
ｅｎｇｉｎｅ

－７ －６３９ －１６０ ０４６ ２２７

０ ０２７ ５３８ ７０２ ７８５

７ ７２３ １００７ １０７９ １０６０

ＨＦ
ｃｈａｎｎｅｌ

－７ －６４４ －０７９ －１２４５ ４８０

０ ０２３ ４６６ －４２５ ８６５

７ ７１０ ９４０ ７４６ １０６６

　　为了验证相位信息对语音增强性能的影响，我们
将ＤＮＮｂａｓｅｌｉｎｅ和ＬＰＳＤＣＮＮ估计得到的幅度谱分别
与纯净语音的真实相位进行合成，然后分别计算由此

得到的增强语音的平均ＰＥＳＱ、ＳＴＯＩ、ＳｅｇＳＮＲ和 ＳＤＲ，并
定义两种方法下真实相位相比含噪语音相位带来的

ＰＥＳＱ提升分别为ΔＰＥＳＱＢａｓｅｌｉｎｅ和ΔＰＥＳＱＬＰＳ，ＳＴＯＩ提升为
ΔＳＴＯＩＢａｓｅｌｉｎｅ和ΔＳＴＯＩＬＰＳ，ＳｅｇＳＮＲ提升为 ΔＳｅｇＳＮＲＢａｓｅｌｉｎｅ和
ΔＳｅｇＳＮＲＬＰＳ，ＳＤＲ提升为ΔＳＤＲＢａｓｅｌｉｎｅ和ΔＳＤＲＬＰＳ．另外，为
了反映融合相位信息的ＲＩＤＣＮＮ与单纯估计幅度谱的
ＬＰＳＤＣＮＮ在语音增强性能上的差异，定义ＲＩＤＣＮＮ相
比ＬＰＳＤＣＮＮ的ＰＥＳＱ提升分别为 ΔＰＥＳＱＲＩ，ＳＴＯＩ提升
为 ΔＳＴＯＩＲＩ，ＳｅｇＳＮＲ提升为 ΔＳｅｇＳＮＲＲＩ，ＳＤＲ提升为
ΔＳＤＲＲＩ．图３分别给出了不同信噪比下三种指标的上
述四种不同提升值．

可见，在四种指标中，ＲＩＤＣＮＮ相比ＬＰＳＤＣＮＮ带来
的提升都是随着信噪比的升高而减小；同时，在 ＳＴＯＩ、
ＳｅｇＳＮＲ和ＳＤＲ三种指标中，无论幅度谱的估计方法是
ＤＮＮｂａｓｅｌｉｎｅ还是ＬＰＳＤＣＮＮ，真实相位相比含噪语音相
位带来的提升同样是随着信噪比的升高而减小．分析其
原因，是因为信噪比越高，含噪语音的相位越接近于纯净

语音的真实相位，直接使用含噪语音相位作为增强语音

相位带来的误差也就越小；反之，信噪比越低，含噪语音

与纯净语音的相位差越大，由相位信息带来的误差也就

越大．本文提出的 ＲＩＤＣＮＮ通过融合对相位信息的估
计，减小了低信噪比下由相位误差带来的增强语音重构

误差，有效提高了低信噪比下的语音增强性能．
为了更加直观的比较ＲＩＤＣＮＮ与其他方法的语音

增强性能，我们分别采用三种方法对一段含有Ｄｅｓｔｒｏｙｅｒ
ｅｎｇｉｎｅ噪声信噪比为０ｄＢ的含噪语音进行语音增强，然

３６３２
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后对增强语音的语谱图进行比较．图４（ａ）和图４（ｂ）分
别给出了含噪语音与其相应的纯净语音的语谱图，图４
（ｃ）～（ｅ）则分别给出了采用 ＤＮＮｂａｓｅｌｉｎｅ、ＬＰＳＤＣＮＮ
以及ＲＩＤＣＮＮ增强后语音的语谱图．可以看到，采用

ＲＩＤＣＮＮ增强后的语音残留噪声成分最少，语音的纯
净度最高，语谱图与纯净语音的语谱图最接近．另外，
ＬＰＳＤＣＮＮ相比 ＤＮＮｂａｓｅｌｉｎｅ在语谱图上表现出了更
好的噪声抑制能力．

４６３２
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６　总结
　　相位信息在语音增强中的重要性，越来越受到研
究人员的关注．考虑到纯净语音 ＳＴＦＴ的幅度和相位均
可以通过其实部和虚部转换得到，通过针对含噪语音

和纯净语音 ＳＴＦＴ的实部和虚部设计适合模型训练的
ＴＲ和ＴＩ特征，并采用能够更好表达特征二维相关性的
深度卷积神经网络进行建模，本文提出了一种融合相

位估计的深度卷积神经网络语音增强方法，借由对纯

净语音ＳＴＦＴ的实部和虚部的同步估计，实现了对纯净
语音ＳＴＦＴ的幅度和相位的同步估计．实验结果表明，
与单纯进行幅度估计的 ＤＮＮ或 ＤＣＮＮ相比，本文所提
方法能够更好的抑制背景噪声，有效减小了低信噪比

条件下由相位误差带来增强语音重构误差，显著提高

了低信噪比下的语音增强性能．
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